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Аннотация. Актуальность и цели. Целью работы является обзор и анализ методов и алгоритмов, применяемых 

в системах искусственного интеллекта для поддержки принятия врачебных решений при инструментальной диа-
гностике в стоматологии. Материалы и методы. В обзоре рассмотрены научные публикации, изданные в период  
с 2014 по 2024 г. Результаты. Был проведен анализ работ по заявленной тематике с точки зрения применяемых 
методов и алгоритмов, области их применения, размера используемой базы данных для обучения и итоговых каче-
ственных и количественных метрик применения алгоритма. Вывод. Систематизация методов и алгоритмов искус-
ственного интеллекта, применяемых при инструментальной диагностике в стоматологии позволит значительно 
упростить как рутинные задачи, выполняемые врачами, так и облегчить анализ и систематизацию клинических дан-
ных, что особенно важно для специалистов с высокой загруженностью или молодых специалистов ввиду отсутствия 
большого практического опыта. 
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Abstract. Background. The aim of the work is to review and analyze the methods and algorithms used in artificial 

intelligence systems to support medical decision-making in instrumental diagnostics in dentistry. Materials and methods. 
The review examines scientific publications published between 2014 and 2024. Results. An analysis of works on the stated 
topic was carried out in terms of the methods and algorithms used, the area of their application, the size of the database 
used for training, and the final qualitative and quantitative metrics of the algorithm application. Conclusion. Systematiza-
tion of artificial intelligence methods and algorithms used in instrumental diagnostics in dentistry will significantly sim-
plify both routine tasks performed by doctors and facilitate the analysis and systematization of clinical data, which is es-
pecially important for highly busy specialists or young specialists due to the lack of extensive practical experience. 
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Введение 

Бурное развитие систем поддержки принятия врачебных решений и применяемых в них 
алгоритмов искусственного интеллекта позволило значительно упростить как рутинные задачи, 
выполняемые врачами, так и облегчить анализ и систематизацию клинических данных [1, 2]. 
Применение систем искусственного интеллекта особенно актуально для тех областей меди-
цины, где наблюдается высокая распространенность заболеваний среди населения в совокуп-
ности с большим разнообразием схожих по клинической картине патологий. Одной из таких 
областей медицины является стоматология. 

Многообразие форм и нетипичных клинических ситуаций в стоматологии делает акту-
альной задачу разработки и внедрения систем поддержки принятия врачебных решений 
(СППВР) с использованием искусственного интеллекта, созданных на основе современной до-
казательной медицины [3]. 

Актуальность проблемы внедрения СППВР также обусловлена необходимостью оказа-
ния практической консультационной помощи молодым специалистам ввиду отсутствия у них 
большого опыта в вопросах дифференциальной диагностики, особенно на ранних этапах разви-
тия заболеваний [4]. 

Анализ литературы показал наличие научного интереса различных научных коллективов 
как отечественных, так и зарубежных к теме экспериментального внедрения систем СППВР  
на основе искусственного интеллекта в стоматологии [5–9]. Также в отечественных и зарубеж-
ных базах цитирования опубликован ряд обзоров, рассматривающих применение искусствен-
ного интеллекта в стоматологии [10–18]. В публикациях спектр применения искусственного 
интеллекта в стоматологии рассматривается с точки зрения диагностируемой нозологии.  

Задачей данного обзора является систематизация методов и алгоритмов искусственного 
интеллекта, применяемых при инструментальной диагностике в стоматологии. В обзоре будут 
рассмотрены следующие алгоритмы и область их применения: байесовская сеть, глубокая 
нейронная сеть, дерево принятия решений, искусственная нейронная сеть, машина опорных 
векторов, сверточная нейронная сеть. 

Материалы и методы 

В ходе проведения обзора были проанализированы источники за период с 2014 по 2024 г., 
размещенные в следующих базах данных: Google Академия, Киберленинка, e-LIBRARY, 
Scopus, PubMed, CrossRef. Поиск проводился по следующим ключевым словам: диагностика, 
система поддержки принятия врачебных решений, искусственный интеллект, глубокое обуче-
ние, машинное обучение, заболевания полости рта, стоматология. Всего было проанализиро-
вано 122 публикации, критериями исключения являлись отсутствие полнотекстовой версии,  
отсутствие описания используемых данных и метрик работы алгоритма. В соответствии с вы-
бранными критериями было отобрано 53 публикации, являющиеся наиболее релевантными вы-
бранной тематике.  

Результаты 

В результате анализа отобранных публикаций были определены основные модели и ал-
горитмы, применяемые для разработки систем искусственного интеллекта для поддержки при-
нятия врачебных решений при инструментальной диагностике в стоматологии. В перечень та-
ких моделей вошли: байесовская сеть, глубокая нейронная сеть, дерево принятия решений, 
искусственная нейронная сеть, метод опорных векторов, сверточная нейронная сеть. 

Байесовская сеть. Байесовская сеть, или байесовская сеть доверия, основана на вероят-
ностных зависимостях по Байесу. Байесовская сеть – это ориентированный ациклический граф из 
множества переменных, соединенных дугами, которые показывают численную зависимость 
между переменными (узлами). Байесовская сеть рассчитывает вероятность зависимости на основе 
априорных и апостериорных данных. Преимущество такой сети в том, что точность предсказания 
увеличивается с ростом апостериорных данных, вносимых в работу алгоритма. Байесовскую сеть 
применяют в задачах оценки болевого синдрома, предсказании расщелины рта [19] и др. 

В работе H. Iwasaki (2015) [20] рассматривается применение байесовской сети для анализа 
магнитно-резонансных томограмм при диагностике прогрессирующего нарушения височно-
нижнечелюстного сустава. Также в данной работе делался акцент на установленные сетью 
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связи между переменными, так как они сами являются важной информацией. В результате про-
веденных исследований была достигнута точность >99 % при диагностике нарушений височно-
нижнечелюстного сустава, связанных с потерей кости (191 случай) и при смещении диска  
(340 случаев). После обучения и анализа работы байесовской сети было установлено, что сме-
щение диска напрямую связано с серьезными изменениями в кости, однако ранние изменения 
костей напрямую не связаны со смещением диска, а изменения в костях прогрессируют от мы-
щелка к суставной ямке. 

Глубокая нейронная сеть. Отличительной особенностью глубоких нейронных сетей яв-
ляется наличие более одного скрытого слоя. Наличие таких слоев позволяет распознавать в дан-
ных примитивы (края объектов, паттерны в числах) и за счет комбинации извлекать сложные 
признаки объектов на изображениях (границы опухоли на рентген изображении) или из других 
данных [21]. 

В работе Raymond P. Danks и др. (2021) [22] представлена разработанная авторами си-
стема, рассчитывающая степень потери пародонтальной костной ткани. Понимание степени ре-
зорбции кости очень важно для выбора лечения, что позволяет снизить количество осложнений 
пародонтита. Глубокая нейронная сеть, использованная в работе, имеет архитектуру песочных 
часов. За счет такой организации нейронов в сети модель на входе получает изображение, затем 
извлекает из него признаки, на которые была натренирована, и возвращает то же самое изобра-
жение с наложенными маркерами, показывающими потерю периодонтальной кости. Для обу-
чения сети были использованы 340 рентгенограмм. Точность модели составила 83,3 %. 

Дерево принятия решений. Дерево принятия решений является простым и понятным 
методом классификации данных на основе булевой логики. В отличии от большинства других 
методов, применяемых в машинном обучении, дерево принятия решений относят к так называ-
емому «белому ящику», т.е. предсказание, которое делает модель, можно объяснить, проанали-
зировав исходные данные и правила, которые лежат в модели после ее обучения. Алгоритм 
представляет собой каскад из признаков (условий), по которым определяют класс входящих 
данных. Развитием метода является алгоритм «случайный лес», где строится множество дере-
вьев принятия решений и итоговым результатом является средний или наиболее вероятный от-
вет такого множества деревьев. 

В работе You-Hyun Park (2021) [23] описана разработанная предсказательная модель  
для диагностирования раннего детского кариеса. В работы были проанализированы 4195 детей 
в возрасте от 1 до 5 лет. В качестве исходных данных использовались данные анамнеза (пол, 
возраст, уровень жизни) и оценка гигиены полости рта. Помимо дерева принятия решений были 
разработаны модели на основе градиентного бустинга (XGBoost, LightGBM) и логистической 
регрессии. Все модели имели значение метрики AUC в диапазоне от 0,774 до 0,785 и статисти-
чески значимо не отличались. Таким образом, было установлено, что в задаче диагностирова-
ния раннего детского кариеса нет значимой разницы между логистической регрессией и мето-
дами на основе машинного обучения. 

Искусственная нейронная сеть. Искусственная нейронная сеть (ИНС) является одной 
из самых распространенных моделей, применяемых в машинном обучении. В общем случае под 
ИНС понимают многослойный перцептрон, состоящий из одного входного слоя, одного выход-
ного и одного или нескольких скрытых. Информация в данной модели распространяется в од-
ном направлении и не образует петель. Базовой единицей ИНС является нейрон, состоящий  
из входного вектора и передаточной функции. 

В статье Д. Д. Самохвалова, М. Д. Перова (2024) [24] описывается построенная авторами 
программа, состоящая из нескольких нейросетевых моделей, рассчитывающих пародонтальный 
риск на основе пола, возраста, диагноза, вредных привычек и т.д. Основной упор авторы делали 
на построение прогнозов после активного пародонтального лечения. Разработанные нейронные 
сети содержали входной слой, состоящий из 24 нейронов, 14 скрытых слоев по 14 нейронов  
в каждом и один нейрон в выходном слое. Модели проходили обучение на выборке из 109 за-
писей с результатами: чувствительность – 0,86, специфичность – 0,87, AUC – 0,86. Предложен-
ная авторами программа является самодостаточной, однако ее можно интегрировать в СППВР  
для отслеживания пациентов с высоким риском ухудшения течения пародонтита. 

Метод опорных векторов. Метод опорных векторов является частным случаем линей-
ных классификаторов, чаще всего используется в задачах классификации. Данный алгоритм от-
носится к классу алгоритмов обучения с учителем и основан на гипотезе, что увеличение зазора 
между разделяемыми гиперплоскостью классами ведет к уменьшению ошибки. Идея метода 
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заключается в переводе исходных векторов (классифицируемых данных) в пространство с бо-
лее высокой размерностью, где существует гиперплоскость, разделяющая их. Поиск гиперплос-
кости, оптимально разделяющей исходные классы данных, и является задачей обучения алго-
ритма. При наличии трех и более классов в исходных данных для каждого класса в отдельности 
рассчитывается гиперплоскость, разделяющая сам этот класс и остальные. 

В работе Özden (2015) [25] рассматривалась возможность разработки модели для класси-
фикации шести различных состояний пародонта. В качестве алгоритмов рассматривались метод 
опорных векторов, дерево принятия решений и искусственная нейронная сеть. База данных для 
обучения и проверки алгоритма состояла из 150 записей, разделенных на тренировочную вы-
борку (100 записей) и проверочную (50 записей). Входными данными были факторы риска, дан-
ные о состоянии пародонта и подтвержденная с помощью рентгенограмм резорбция кости.  
В результате исследований для модели на основе метода опорных векторов удалось достичь 
точности в 98 % с общим временем расчета в 19,9 с, в отличие от искусственной нейронной 
сети у которой точность не превысила 46 %. Авторами был сделан вывод о том, что модели на 
основе метода опорных векторов и дерева принятия решений достаточны для решения задач 
подобного рода и могут быть использованы в качестве СППВР при диагностике пародонтита. 

Сверточная нейронная сеть. Сверточная нейронная сеть является развитием идеи про-
стого многослойного перцептрона. Основной идеей сверточной нейронной сети является при-
менение сверточных матриц для определения особенностей входных данных. Наибольшее при-
менение сверточные нейронные сети нашли в «компьютерном зрении» и при анализе 
изображений из-за высокой эффективности данных моделей размечать области интереса на кар-
тинках. Каскад сверточных матриц позволяет извлекать из данных различные данные, однако 
для этого требуется большой набор заранее подготовленных данных и значительные вычисли-
тельные мощности. 

В работе Jae-Hong Lee и др. (2018) [26] использовалась претенированная сверточная 
нейронная сеть GoogLeNet Inception v3 для обнаружения кариеса на периапикальных рентгено-
граммах. Для обучения сети был использован датасет, состоящий из 3000 изображений.  
Из изображений была извлечена часть, содержащая зуб с кариесом, затем данные были калиб-
рованы для обеспечения схожей яркости и контрастности. После дообучения сети на подготов-
ленных изображениях, полученных с помощью периапикальной рентгенографии, удалось до-
стичь точности диагностирования в 82 % для обнаружения кариеса на премолярах и молярах. 

Результаты проведенной систематизации и анализа исследований представлены в табл. 1. 
Гистограмма распределения публикаций в зависимости от применяемой модели представлена 
на рис. 1. 

Таблица 1  

Сводная таблица применения СППВР в стоматологии 

Модель Диагностируемая  
патология Вид данных 

Размер 
базы 

данных 
Метрики 

1 2 3 4 5 
Байесовская 
сеть [27] 

Долговечность зубных 
реставраций 

Клинические данные 4336 Ошибка 0,42 года 

Байесовская 
сеть [28] 

Нарушения височно-
верхнечелюстного 
сустава 

МРТ 590 Точность 0,99 

Глубокая 
нейронная сеть 
[29] 

Атрофия 
альвеолярного 
отростка 

Периапикальная 
радиография 

340 Доля правильных 
ключевых точек 
0,833 

Глубокая 
нейронная сеть 
[30] 

Рак полости рта Анализ экспрессии 
генов 

86 Точность 0,96 

Дерево 
принятия 
решений [31] 

Плоскоклеточный рак 
полости рта 

Клинические данные 1570 Чувствительность 
0,753, специфичность 
0,492 

Дерево 
принятия 
решений [32] 

Отторжение зубных 
имплантов 

Клинические данные 747 Чувствительность 
0,590, специфичность 
0,768 
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Продолжение табл. 1  

1 2 3 4 5 
Дерево 
принятия 
решений [33] 

Опухоль слюнной 
железы 

Образцы тканей 
опухоли 

115 Точность 0,84 

Дерево 
принятия 
решений [34] 

Нарушения височно-
верхнечелюстного 
сустава 

МРТ 214 Точность 0,74  
для смещения диска 

Дерево 
принятия 
решений [35] 

Пародонтит Данные факторов 
риска, 
периодонтальная 
карта, 
рентгенография 

160 Точность 0,98 

Дерево 
принятия 
решений [36] 

Ранний детский кариес Данные анамнеза, 
оценка гигиены 
полости рта 

4195 AUC от 0,774  
до 0,785 

Искусственная 
нейронная сеть 
[35] 

Пародонтит Данные факторов 
риска, 
периодонтальная 
карта, 
рентгенография 

160 Точность 0,46 

Метод 
опорных 
векторов [34] 

Нарушения височно-
верхнечелюстного 
сустава 

МРТ 214 Точность 0,74  
для смещения диска 

Метод 
опорных 
векторов [37] 

Плоскоклеточный рак 
полости рта 

Клинические данные 254 Чувствительность 
0,84, специфичность 
0,6 

Метод 
опорных 
векторов [38] 

Кариес цемента Данные анамнеза, 
клинические данные 

7272 Чувствительность 
0,996, специфичность 
0,943 

Метод 
опорных 
векторов [39] 

Остеонекроз, 
вызванный 
бифосфонатами, после 
удаления зубов 

Клинические данные 125 Чувствительность 
0,818, специфичность 
0,867 

Метод 
опорных 
векторов [35] 

Пародонтит Данные факторов 
риска, 
периодонтальная 
карта, 
рентгенография 

160 Точность 0,98 

Сверточная 
нейронная сеть 
[40] 

Оральная 
плоскоклеточная 
карцинома 

Конфокальная 
лазерная 
микроскопия 

7894 AUC 0,96 

Сверточная 
нейронная сеть 
[41] 

Кариес Рентгенограммы 
прикуса 

141 Точность 0,8, 
чувствительность 
0,75, специфичность 
0,83 

Сверточная 
нейронная сеть 
[42] 

Кариес Ближняя 
инфракрасная 
спектроскопия 

217 AUC 0,836 

Сверточная 
нейронная сеть 
[43] 

Атрофия 
альвеолярного 
отростка 

Панорамная 
рентгенограмма 

340 Точность 0,93 

Сверточная 
нейронная сеть 
[44] 

Остеоартрит височно-
нижнечелюстного 
сустава 

Панорамная 
рентгенограмма 

1189 Точность 0,78, 
чувствительность 
0,73, специфичность 
0,82 

Сверточная 
нейронная сеть 
[45] 

Продольный перелом 
корня зуба 

Панорамная 
рентгенограмма 

60 Точность 0,93 
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Окончание табл. 1  

1 2 3 4 5 
Сверточная 
нейронная сеть 
[46] 

Верхнечелюстной 
синусит 

КЛКТ 890 AUC 0,91 

Сверточная 
нейронная сеть 
[47] 

Кариес цемента Данные анамнеза 5135 Точность 0,971, 
чувствительность 
0,996, специфичность 
0,943 

Сверточная 
нейронная сеть 
[48] 

Рак полости рта Гиперспектральные 
изображения 

600 Точность 0,914 

Сверточная 
нейронная сеть 
[49] 

Верхнечелюстной 
синусит 

Затылочно-
подбородочный вид 
рентгенограмм 

200 AUC 0,93 

Сверточная 
нейронная сеть 
[50] 

Верхнечелюстной 
синусит 

Панорамная 
рентгенограмма 

1174 Точность 0,9, 
чувствительность 
0,81, специфичность 
0,91 

Сверточная 
нейронная сеть 
[51] 

Кариес Периапикальная 
радиография 

600 AUC 0,89 

Сверточная 
нейронная сеть 
[52] 

Верхнечелюстной 
синусит 

Панорамная 
рентгенограмма 

120 Точность 0,875, 
чувствительность 
0,867, специфичность 
0,883 

Сверточная 
нейронная сеть 
[53] 

Злокачественные 
изменения 

Данные 
аутофлюоресценции 

170 Чувствительность  
от 0,81 до 0,95, 
специфичность  
от 0,81 до 0,95 

 

 
Рис. 1. Распределение количества статей в зависимости от алгоритма:  

1 – сверточная нейронная сеть; 2 – дерево принятия решений; 3 – метод опорных векторов;  
4 – глубокая нейронная сеть; 5 – байесовская сеть; 6 – искусственная нейронная сеть 

 
На основе анализа таблицы и гистограммы распределения выявлено, что доминирующую 

позицию в области разработки систем поддержки принятия врачебных решений с использова-
нием искусственного интеллекта занимают сверточные нейронные сети. Подобные модели по-
казали свою эффективность при обнаружении очагов деструкции кости на рентгеновских сним-
ках или при разметке зубов, однако они требуют больших вычислительных мощностей  
и большего объема базы специально подготовленных данных для обучения. В свою очередь, 
более простые модели (метод опорных векторов, дерево принятия решений, байесовская сеть) 
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требуют значительно меньшего объема данных, показывая сопоставимую точность в простых 
задачах по предсказанию диагноза на основе клинических данных или определения развития 
пародонтита в зависимости от текущего течения болезни. 

Заключение 

Научный и практический интерес к разработке и внедрению систем искусственного ин-
теллекта для поддержки принятия врачебных решений в стоматологию значительно вырос  
за последние 10 лет. Количество публикаций и разработок в области диагностики с использо-
ванием искусственного интеллекта в стоматологии увеличивается с каждым годом, однако  
в настоящее время широкого применения данных технологий в реальной практике не наблюда-
ется. СППВР на основе искусственного интеллекта на сегодня показывает достаточно высокую 
точность предсказания клинического диагноза (большая часть публикаций указывает точность 
более 80 %). При этом предсказания искусственного интеллекта основываются на базе данных, 
размер которой может достигать 7900 записей (исследование по разработке компьютерного ме-
тода диагностики оральной плоскоклеточной карциномы), что значительно превышает опыт 
молодых специалистов. 

На основе проведенного анализа можно сделать вывод о том, что наиболее перспектив-
ным для решения задач диагностики в стоматологии является использование простых моделей 
машинного обучения (дерево принятия решений, метод опорных векторов, байесовская сеть)  
ввиду того, что для их обучения требуются небольшие базы данных (порядка 100 записей),  
при этом согласно анализу точность подобных моделей может достигать 98 %. Внедрение дан-
ных систем является наиболее перспективным для решения задач практической стоматологии. 
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