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Аннотация. Рассматривается задача формирования интегрального показателя для оценки 
эффективности алгоритмов рекомендательных систем, который был создан путем объ-
единения отдельных метрик с использованием энтропийного метода. Работа основывает-
ся на исследовании в качестве базы для тестирования набора из 12 алгоритмов, с одной 
стороны, и трех наборов данных, с другой, для каждой комбинации которых были рас-
считаны отдельные критерии, используемые в практике оценки рекомендательных си-
стем. Результаты исследования свидетельствуют о том, что полученный интегральный 
показатель является эффективным инструментом оценки работы алгоритмов рекоменда-
тельных систем. Показано, что качество работы алгоритмов различается в зависимости от 
размера и иных базовых характеристик набора данных. Обобщенная мера может быть 
использована для разработки более эффективных алгоритмов, их ансамблей, оптимиза-
ции гиперпараметров и улучшения качества рекомендаций. 
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В рамках гибридного мира, когда реальные об-
щественные отношения тесным образом перепле-
таются с цифровыми практиками коммуникаций и 
экономических активностей, рекомендательные 
системы становятся востребованными сервисами 
среди различных бизнес-акторов, как предлагаю-
щих на рынке различные виды продукции, так и 
потребляющих их. Так, в условиях постоянного 
роста объемов данных получатели различных благ 
сталкиваются с необходимостью эффективного 
поиска и фильтрации информации [1], а их проду-
центы ищут способы повышения эффективности 
маркетинговой деятельности, направленной на 
стимулирование потребления производимых това-
ров и услуг. В обозначенном контексте рекоменда-
тельные системы используются для предоставле-
ния  персонализированных  рекомендаций  в  раз-
личных бизнес-сегментах: от онлайн-покупок до 
потокового воспроизведения музыки и фильмов. 

 

________________________________ 
# Работа выполнена в рамках государственного задания Мино-
брнауки России; проект FEWM-2023-0013. 

В сфере электронной коммерции рекомендации 
товаров позволяют покупателям находить продук-
ты, наиболее соответствующие их интересам и 
предпочтениям. Рекомендательные системы ана-
лизируют данные о предыдущих покупках, про-
смотрах товаров [2] и поведенческих паттернах и 
на этой основе предлагают наиболее релевантные 
варианты. На стриминговых платформах для про-
слушивания музыки и просмотра фильмов реко-
мендации играют ключевую роль в обеспечении 
удовлетворения интересов пользователей: на осно-
ве анализа предпочтений относительно жанров, 
исполнителей, режиссеров, а также посредством 
учета рейтингов и отзывов предоставляются пер-
сонализированные списки воспроизведения и ре-
комендации контента [3].  

Технологии, лежащие в основе рекомендатель-
ных систем, включают в себя машинное обучение, 
алгоритмы коллаборативной фильтрации и кон-
тент-фильтрации. Многие из них также использу-
ют нейросетевой подход [4] для более точного 
анализа и предсказания предпочтений пользовате-
лей. Востребованность рассматриваемых про-
граммных  сервисов  и  продуктов  порождает  появ- 
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ление большого количества алгоритмов, метрика-
ми оценки эффективности которых являются два 
параметра: время и память, характеризующиеся 
асимптотическим ограничением. Самым распро-
страненным методом оценки алгоритмов является 
Big O [5]. Нотация Big O используется для описа-
ния сложности алгоритмов и позволяет сравнивать 
их эффективность на основании данных одного 
типа. 

В тоже время, в концепции рекомендательных 
алгоритмов существует множество других метрик, 
характеризующих результаты их работы. Перечень 
критериев оценки довольно обширен и включает в 
себя как параметры, характерные для методов ма-
шинного обучения в целом, так и специализиро-
ванные метрики рекомендательных алгоритмов 
[6]. Они измеряют точность, полноту, разнообра-
зие рекомендаций, надежность, понятность, удо-
влетворенность пользователей, покрытие каталога, 
скорость обработки запросов и другие характери-
стики. Каждая метрика имеет свои преимущества и 
ограничения в зависимости от контекста примене-
ния и целей системы рекомендаций.  

Использование разнообразных метрик позволя-
ет получить более полное представление о различ-
ных обобщенных аспектах рекомендательных ал-
горитмов, не имеющих, как правило, общеразделя-
емого научным и профессиональным сообществом 
смысла (производительности, результативности, 
эффективности, качестве) и пригодности алгорит-
мов для конкретных задач и аудиторий. 

В обозначенной ситуации при сравнении алго-
ритмов и выборе того или иного из них для реше-
ния конкретной задачи возникают следующие 
трудности: 

• Существует большое количество метрик 
оценки алгоритмов, положенных в основу реко-
мендательных систем, каждая из которых подхо-
дит для оценки разных аспектов рекомендаций. 
Это может привести к неоднозначным результа-
там, когда различные метрики указывают на раз-
ные алгоритмы как на лучшие. 

• Некоторые метрики могут быть взаимосвяза-
ны или зависеть друг от друга. Улучшение значе-
ния одной метрики может привести к ухудшению 
значения другой. Это усложняет принятие реше-
ния о том, какой из алгоритмов является более 
подходящим. 

• Значения метрик могут варьироваться в зави-
симости от контекста. Например, точность может 
отличаться в различных сферах применения.  

Создание единой метрики оценивания реко-
мендательного алгоритма является необходимым 
шагом для обеспечения объективности, сравнимо-

сти и улучшения качества рекомендаций. Это поз-
воляет стандартизировать оценку эффективности 
алгоритмов, выбрать наиболее подходящий для 
конкретной задачи и оптимизировать использова-
ние ресурсов. 

Основная гипотеза работы заключается в том, 
что все алгоритмы формирования рекомендаций 
ведут себя по-разному в зависимости от контекста 
данных, размера наборов данных и прочих харак-
теристик среды формирования рекомендаций. Для 
того чтобы избежать трудозатратного эмпириче-
ского подбора алгоритма со сравнением множества 
метрик под конкретную ситуацию, предлагается 
создать суперкритерий оценки рекомендательных 
алгоритмов. 

 

1.1. Интегральный показатель как обобщенная мера  

В качестве единого критерия предлагается ис-
пользовать интегральный показатель, представля-
ющий сводную величину, объединяющую в себе 
несколько отдельных релевантных метрик для из-
мерения сложной синтетической конструкции [7–
10]. На сегодняшний день интегральные показате-
ли используются в различных областях для оцен-
ки: 

– производительности компаний, рынков и 
экономики в целом [11–13]; 

– состояния здоровья пациента [14–16]; 

– состояния окружающей среды [17–19]; 

– рисков в различных областях [20–22]; 

– качества образования и успеваемости студен-
тов [23–25]; 

– и др. 
Они имеют свои преимущества и недостатки. 

Так, к преимуществам интегральных показателей 

можно отнести то, что они: 

 позволяют объединить несколько отдельных 
индикаторов или переменных в обобщенную мет-
рику, что делает их удобными для анализа и срав-
нения [7, 9, 10, 24]; 

 позволяют проводить анализ на базе логиче-
ского содержательного объединения переменных, 
связанных с определенной областью или темой [9, 

10, 13]; 

 могут быть использованы во многих областях 
и для решения различных задач, что делает их 
универсальными инструментами для анализа и 
прогнозирования [9, 13]. 

Говоря о достоинствах интегральных показате-
лей, нельзя не отметить и некоторые недостатки 
данной концепции: 
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 узким местом рассматриваемой методологии 
является вопрос присвоения весов отдельным ин-
дикаторам, что порождает возможность манипули-
рования в рамках обоснования того или иного ре-
шения, принятого на основе результатов расчетов 
обобщенной меры [7, 24]; 

 использование интегральных показателей мо-
жет быть ограничено доступностью данных, тре-
буемых с точки зрения содержательного обосно-
вания структуры суперкритерия [7, 13]. 

Несмотря на указанные недостатки, интеграль-
ные показатели могут быть эффективными, так как 
возможность их применения во многих контекстах 
наделяет их свойством гибкого инструментария, 
способного адаптироваться под различные задачи 
и условия. 

Само по себе применение методологического 

подхода, основанного на исчислении интегрально-
го показателя, представляется достаточно дискус-
сионным, что породило появление в научном со-
обществе двух лагерей – его противников и сто-
ронников. Несмотря на разнообразие точек зрения 
и спорных моментов (например, в части отбора 
первоначального перечня критериев, выбора мето-
дов определения весовых коэффициентов и агре-
гации, способов нормализации показателей, изме-
ряемых в различных диапазонах и шкалах), обоб-
щенная мера представляет достаточно удобный и 
имеющий хорошо интерпретируемый результат 
инструмент для сравнения альтернативных вари-
антов и принятия решений при наличии множества 
критериев. Его высокая степень «настраиваемо-
сти» позволяет адаптировать метод к различным 
ситуациям и потребностям. 

Разнообразие областей применения рассматри-
ваемого методологического подхода, а также воз-
можность работы с разнородными данными позво-
ляет использовать его в новой предметной обла-
сти: для комплексной оценки эффективности алго-
ритмов. С его помощью можно учесть различные 
аспекты работы алгоритмов и суммировать их в 
единую метрику, которая представляется более 
удобной в рамках анализа результата работы, опи-
сываемого множеством частных критериев, что в 
конечном счете значительно повышает объектив-
ность оценки. 

Интегральные показатели, успешно применяе-
мые для анализа и оценки в социально-

экономических областях [11–25], ранее не были 
использованы для оценки алгоритмов. Новизна 

предлагаемого подхода заключается в адаптации 
методологии для использования в сфере информа-
ционных технологий. Основное внимание уделено 
оценке эффективности алгоритмов формирования 

рекомендаций, что открывает новые возможности 
для их анализа и улучшения их производительно-
сти. 

 

1.2. Метрики 

Для формирования интегрального показателя 
были выбраны основные метрики оценки алгорит-
мов машинного обучения и персонализированных 
рекомендательных систем. 

 AveragePopularity – средняя популярность ре-
комендуемых объектов [26, 27]: 
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где U – множество всех пользователей, для кото-
рых сформированы рекомендации; |U| – количе-
ство пользователей, для которых сформированы 
рекомендации; u – конкретный пользователь, дан-
ные которого используются при расчете; R(u) – 

множество рекомендаций; |R(u)| – количество эле-
ментов во множестве рекомендаций; ϕ(i) – количе-
ство рекомендаций элемента i в обучающих дан-
ных. 

Если AveragePopularity принимает высокие 
значения, это может свидетельствовать о том, что 
система часто рекомендует популярные элементы, 
что может быть полезным для привлечения внима-
ния пользователей. С другой стороны, слишком 
высокая средняя популярность может привести к 
недостаточному разнообразию рекомендаций.  

 GAUC (Grouped Area under the Curve, сгруп-
пированная область под кривой) – характеризует 

качество ранжирования для всех пользователей: 
1
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| ( ) | u U

u U

GAUC R u AUC u
R u 



 
. 

Здесь AUC(u) – метрика оценки качества моделей в 
задачах классификации и ранжирования: 
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где ranki – нисходящий ранг i-го элемента множе-
ства R(u); n – общее количество взаимодействий 
пользователя с элементом. 

Метрика AUC отражает площадь под кривой 
ROC (Receiver Operating Characteristic), представ-
ляющей график, который показывает отношение 
доли правильно классифицированных положи-
тельных случаев к доле неправильно классифици-
рованных положительных случаев при варьирова-
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нии порога для принятия решения [28]. Эта метри-
ка дает количественную оценку того, насколько 
модель способна проводить различия между клас-
сами (например, положительными и отрицатель-
ными случаями) при различных порогах [29]. 

Показатель GAUC демонстрирует, насколько 
хорошо модель ранжирует рекомендации для 
пользователей. Иными словами, насколько эффек-
тивно модель различает рекомендации, удовлетво-
ряющие и не удовлетворяющие пользователя. Эта 
метрика используется для задач, где важно ранжи-
рование предложений, таких как рекомендации 
товаров или контента. 

 GiniIndex (индекс Джини) характеризует раз-
нообразие распределения сформированных реко-
мендаций: 
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где P(i) – популярность каждого элемента после 
обучения алгоритма; | I | – рейтинг рекомендуемых 
объектов в неубывающем порядке. 

GiniIndex используется для измерения того, 
насколько равномерно распределены рекоменда-
ции для каждого пользователя. Более равномерное 
распределение означает, что рекомендации более 
разнообразны и удовлетворяют различным интере-
сам пользователя. Если распределение близко к 
идеальному, то GiniIndex будет принимать значе-
ние около нуля. Если рекомендации сосредоточе-
ны вокруг небольшого числа элементов, индекс 
Джини будет ближе к максимальному значению 
[30]. 

 HitRate (усеченный коэффициент попадания) 
– отношение числа рекомендаций, удовлетворяю-
щих пользователя, к общему числу рекомендаций 
[31]: 

1
| ( ) ( ) |

| | u U

HitRate R u R u
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  , 

где  R u  – множество рекомендаций, удовлетво-
ряющих пользователя. 

HitRate указывает на то, какая доля рекоменда-
ций была действительно полезна для пользователя; 
чем его значение выше, тем более успешна систе-
ма рекомендаций. 

 Precision (положительное прогностическое 
значение) – доля релевантных элементов среди 

всех рекомендуемых [32]: 
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  . 

Данный показатель демонстрирует, насколько 
точно система выбирает сущности, которые поль-
зователь предпочтет. Чем выше значение Precision, 

тем более точными являются рекомендации. 
 Recall – это мера для вычисления доли реле-

вантных элементов из всего множества сформиро-
ванных рекомендаций [33]: 
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  . 

Она указывает на то, какую долю релевантных 
элементов система смогла учесть в своих рекомен-
дациях. 

Метрики Recall и Precision на первый взгляд 
похожи, но имеют принципиальные отличия. 
Recall фокусируется на обнаружении как можно 
большего числа релевантных элементов и миними-
зации упущенных возможностей, а Precision – на 
точности выбора элементов и минимизации предо-
ставления нерелевантных рекомендаций. 

Высокое значение Recall означает, что система 
хорошо охватывает интересы пользователя, но 
может включать в рекомендации больше шума, а 
Precision – что система предоставляет точные ре-
комендации, но может упускать некоторые инте-
ресные элементы. 

 Энтропия Шеннона – разнообразие рекомен-
даций, сформированных для пользователя [34]: 
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  , 

где p(i) – вероятность рекомендации объекта i. 
Если рекомендации разнообразны и покрывают 

различные интересы пользователя, энтропия будет 
высокой. Оценка энтропии в рекомендательных 
системах может быть полезной для оптимизации 
баланса между персонализацией (предоставление 
рекомендаций, соответствующих уникальным ин-
тересам пользователя) и разнообразием (предо-
ставление рекомендаций, покрывающих более ши-
рокий спектр интересов). 

 MAP (Mean Average Precision) – общее каче-
ство ранжирования элементов: 
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где K – усеченное количество сформированных 
рекомендаций;  j – индекс рекомендации, удовле-
творяющей пользователя. 
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Усеченное количество сформированных реко-
мендаций является выборкой наиболее рекоменду-
емых объектов и задается разработчиком системы. 
Оно может принимать любое значение, не превы-
шающее количество объектов рекомендации. На 
практике чаще всего используется значение 10. 

Данный показатель является полезной метри-
кой для оценки качества моделей рекомендатель-
ных систем, особенно когда важно учесть ранжи-
рование рекомендаций. Каждый пользователь рас-
сматривается отдельно, что позволяет учесть ин-
дивидуальные предпочтения и интересы. Посколь-
ку MAP усредняет значение Precision всех пользо-
вателей, эта метрика предоставляет обобщенную 
оценку ранжирования рекомендательной системы. 

 MRR (Mean reciprocal rank, средний взаимный 
ранг) – качество ранжирования первого элемента в 
списке рекомендуемых [35]: 

*

1 1

| | u U u

MRR
U rank

  , 

где ranku
* – это ранговая позиция первого реле-

вантного элемента, найденного алгоритмом для 
пользователя. 

Данный показатель широко используется для 
оценки качества поисковых систем, рекоменда-
тельных систем и решения других задач, где важно 
учитывать ранжирование результатов. Чем выше 
MRR, тем лучше. Значение MRR будет равно еди-
нице, если релевантный элемент всегда находится 
на первой позиции в ранжированном списке. 

 NDCG (Normalized discounted cumulative gain, 

нормализованный дисконтированный совокупный 
выигрыш) – это показатель качества ранжирова-
ния, при котором учитывается соотношение пози-
ций и релевантности элементов в ранжированном 
списке [36]: 
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где δ – индикаторная функции (если ( )i R u , то 
δ = 1, иначе δ = 0);  i – рекомендация входящая в 
усеченный список. 

Показатель NDCG широко используется для 
оценки качества ранжирования в рекомендатель-
ных системах, особенно в тех случаях, когда важен 
не только факт наличия релевантных рекоменда-
ций, но и их порядок в списке. 

Кроме того, в ходе проведения экспериментов 
использовались метрики, указывающие на затра-
ченные память и время. Затраченная оперативная 
память вычислялась при помощи пакета 
memory_profiler языка Python. Под временем обу-
чения алгоритма понимается настройка гиперпа-
раметров или обучение слоев эмбеддинга на осно-
ве метрики Recall. Настройка гиперпаметров воз-
можна на основании одной метрики. Показатель 

Recall был выбран в связи с тем, что эта характе-
ристика важна для решения задач, в которых упу-
щенные данные могут привести к серьезным по-
следствиям. 

Вычисления производились на компьютере с 
процессором Intel(R) Xeon(R) Silver 4214R @ 
2.40GHz и 132 Gb RAM. При воспроизведении ре-
зультатов время, замеряемое в ходе проведения 
эксперимента, может отличаться в зависимости от 
используемого вычислительного оборудования. 

 

 

2.1. Наборы данных 

При формировании наборов данных учитыва-
лись следующие условия. Для обеспечения разно-
образия исходного материала и адекватности ис-
следования было принято решение использовать 
три набора данных, в каждом из которых пред-
ставлены различные объемы информации о пред-
почтениях пользователей. Первые два набора – 

MovieLens 100k и MovieLens 1m – включают в се-
бя 100 тысяч и 1 миллион записей соответственно. 
Оба набора содержат ценную информацию о рей-
тингах, присвоенных пользователями фильмам, а 
также демографические данные. Наборы 
MovieLens используются для исследований в обла-
сти рекомендательных систем и машинного обуче-
ния. В качестве третьего набора данных был вы-
бран Amazon Gift Card, входящий в пакет Amazon 
Review Data. Он относится к другой предметной 

области нежели MovieLens и характеризуется 
большой разреженностью данных. Данные Amazon 
Review Data (2018) представляют собой набор от-
зывов из интернет-магазина Amazon, включающий 
информацию о продукте, пользователе, оценках и 
тексте отзыва. Этот набор содержит около 35 мил-
лионов отзывов за 18 лет и является одним из са-
мых используемых в машинном обучении. Набор 
данных Amazon Review Data (2018) может быть 
использован для различных целей, таких как ана-
лиз тональности отзывов, обработка естественного 

языка, а также для обучения моделей. Для иссле-
дований был взят тематический набор данных 
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Amazon Gift Card, включающий в себя информа-
цию об отзывах на подарочные карты. 

Характеристики используемых наборов данных 
представлены в табл. 1. 

Таблица 1 

Характеристики наборов данных 

Параметр Наборы данных 

MovieLens 

100k 

MovieLens 

1m 

Amazon 

Gift Card 

Количество 
пользователей 

944 6041 128878 

Среднее количе-
ство действий 
пользователей 

106,04 165,59 1,1421 

Количество 
предметов 

1683 3707 1549 

Среднее количе-
ство действий с 
предметом 

59,45 269,88 95,08 

Количество пе-
ресечений 

100000 1000209 147194 

Разреженность 
набора данных, % 

93,70 95,50 99,92 

 

Таким образом, подобранные наборы удовле-
творяют описанным выше условиям. При этом 
MovieLens 1m представляет собой набор данных с 
бо льшим количеством записей, по сравнению с 
MovieLens 100k, что позволит проанализировать 
влияние числа записей в наборе на оценку алго-
ритма. 

При сопоставлении Amazon Gift Card с 
MovieLens наблюдается существенное различие в 
среднем количестве действий, совершаемых поль-
зователями. В MovieLens среднее количество дей-
ствий пользователя более 100, а в Amazon Gift 
Card это число немногим превышает 1. Такая раз-
ница в количестве создает значительные проблемы 

для рекомендательных алгоритмов. При работе с 
Amazon Gift Card и его сравнительно ограничен-
ным количеством действий пользователей реко-
мендательные алгоритмы сталкиваются с трудно-
стями в предсказании и обобщении предпочтений. 
Усеченное количество данных может привести к 
недостаточной репрезентативности образцов, что 
затрудняет точные прогнозы и рекомендации. 

 

2.2. Алгоритмы 

В рамках исследования оценивались следую-
щие рекомендательные алгоритмы: 

• BPR – Bayesian Personalized Ranking from Im-

plicit Feedback [37]; 

• LINE – Large-Scale Information Network Em-

bedding [38]; 

• NeuCF – Neural Collaborative Filtering [39]; 

• DMF – Deep Matrix Factorization [40]; 

• SpectralCF – Spectral Collaborative Filtering 

[41]; 

• LightGCN – Simplifying and Powering Graph 

Convolution Network for Recommendation [42]; 

• MultiVAE –Variational Autoencoders for Col-

laborative Filtering [43]; 

• CDAE – Collaborative Denoising Auto-Encoders 

[44]; 

• RaCT – Ranking-Critical Training for Collabora-

tive Filtering [45]; 

• SLIM – Sparse Linear Method [46]; 

• ItemKNN – Item-based collaborative filtering 

[47]; 

• DiffRec – Diffusion Recommender Model [48]. 

Данный перечень был составлен с учетом необ-
ходимости охвата различных алгоритмов форми-
рования рекомендаций для обеспечения макси-
мального разнообразия. Важно отметить, что в 
настоящее время существует гораздо большее ко-
личество подходов, чем рассмотрено в данной ра-
боте. Выбор был сделан с целью обеспечения 
адекватного представления разнообразных алго-
ритмов и их особенностей в контексте формирова-
ния рекомендаций. В то же время стоит подчерк-
нуть, что множество других алгоритмов также за-
служивает внимания и может быть объектом даль-
нейших исследований в данной области. 

В качестве платформы реализации алгоритмов 
была выбрана библиотека с открытым исходным 
кодом RecBole, разработанная на языке програм-
мирования Python и фреймворке машинного обу-
чения PyTorch. Она предлагает широкий спектр 
алгоритмов и подходов к построению рекоменда-
ций, а также инструменты для разработки, тести-
рования и оценки рекомендательных алгорит-
мов [49]. 

 

3.1. Расчет показателей работы алгоритмов 

Расчеты производились для всех указанных 
выше наборов данных. Для наглядности промежу-
точные этапы описаны только для MovieLens 100k. 

При сборе метрик для параметра K (усеченного 
количества сформированных рекомендаций) ис-
пользовалось значение 10. 

Все собранные метрики, за исключением памя-
ти, времени подготовки, времени предсказания и 
средней популярности (Average Popularity), пред-
ставляют собой коэффициенты, принимающие 
значения в диапазоне от 0 до 1. Затраченная па-
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мять представлена в мегабайтах, временные пока-
затели – в секундах, средняя популярность – в ко-
личестве взаимодействий пользователей с объек-
том. Собранные данные отражены в табл. 2–4. 

 

3.2. Модель 

Была сформирована модель интегрального по-
казателя: 13 параметров были «свернуты» в четыре 
субиндекса второго слоя; характеристики 
Preparation time  (время подготовки), Prediction 
time  (время формирования рекомендаций) и 
Memory (объем затраченной памяти) были агреги-
рованы в субиндекс Resources; Recall и Precision 

были приведены к Accuracy; метрики GAUC, MMR, 

NDCG, HitRate и MAP были «свернуты» в субин-
декс Ranking; показатели  Average Popularity, Gini 
Index и Shannon Entropy обобщены в субиндекс 

Diversity. Структура интегрального показателя 
представлена на рис. 1. 

Данная модель строилась исходя из принципа 
логического объединения параметров. 

 

3.3. Вычисления 

Для создания интегрального показателя необ-
ходимо решить три основные задачи: 

• произвести нормализацию частных критериев, 
так как они имеют различную размерность и еди-
ницы измерений; 

• произвести расчет весовых коэффициентов на 
слоях сети; 

• определить принцип свертки частных крите-
риев в интегральный показатель и его структурные 
элементы.  

Для удобства построения обобщенной меры 
значения частных критериев должны удовлетво-
рять следующим требованиям: 

• все частные критерии должны быть безраз-
мерны;  

• для сравнения различных объектов между со-
бой значения частных критериев должны изме-
няться в одном диапазоне, например, от 0 до 1;  

• все частные критерии должны быть однона-
правленны. 

Для того чтобы исходные данные удовлетворя-
ли всем описанным выше критериям, была прове-
дена минимаксная нормализация значений: 
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, 

где eij – нормализованное значение j-й метрики для 
i-го алгоритма; xij – фактическое значение j-й мет-
рики для i-го алгоритма; n – количество алгорит-
мов. 

Для некоторых показателей, таких как 
Prediction time, Preparation time, Memory и Average 
popularity, была применена нормализация с инвер-
сией значений в том же числовом диапазоне от 0 
до 1, так как рост значений этих критериев соот-
ветствует ухудшению оценки: 
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В табл. 5 представлены нормализованные зна-
чения показателей.  

Для формирования интегрального показателя 
предлагается энтропийный метод нахождения ве-
совых коэффициентов частных критериев, кото-
рый основан на анализе оценок среднеквадратиче-
ских отклонений частных критериев каждого из 
них, получаемых по всей совокупности исследуе-
мых объектов [50]. 

 

 
Рис. 1. Сформированный интегральный показатель 
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Таблица 2 

Показатели работы алгоритмов с набором данных MovieLens 100k 

 

Таблица 3 

Показатели работы алгоритмов с набором данных MovieLens 1m 
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Таблица 4 

Показатели работы алгоритмов с набором данных Amazon Gift Card 

 

Таблица 5 

Нормализованные показатели работы алгоритмов для набора данных MovieLens 100k  
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По всем критериям оценки на каждом наборе 
данных было рассчитано среднеквадратическое 
отклонение 

2

1

( )

1

N

ij j
i

j

e e

f
N








, 

где eij – нормированное значение; je  – среднее 
значение метрики для всех алгоритмов; N – коли-
чество алгоритмов. 

В табл. 6 представлены среднеквадратические 

отклонения для каждого параметра. 

Далее были определены веса в каждом слое в 
рамках каждой группы частных критериев и 
субиндексов (vj – веса в первом слое); для расчета 
весовых коэффициентов необходимо среднеквад-
ратическое отклонение конкретного параметра 
разделить на сумму среднеквадратических откло-
нений в группе: 
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где Np – количество метрик в группе p. 

Затем было вычислено значение каждого 
субиндекса p для всех алгоритмов в первом слое 
посредством аддитивной свертки: 
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Следующим шагом необходимо вычислить 
среднеквадратические отклонения в субиндексах: 
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Таблица 6 

Среднеквадратические отклонения для набора 
данных MovieLens 100k 

Метрика Среднеквадратическое  
отклонение 

Память 0,2198 

T prep. 0,2730 

T pred. 0,2914 

Recall 0,2313 

Precision 0,2196 

GAUC 0,1718 

MMR 0,2092 

NDCG 0,2256 

HitRate 0,2365 

MAP 0,2229 

Average 

Popularity 

0,1827 

Gini Index 0,2034 

Shannon 

Entropy 

0,2412 

 

где pa  – среднее значение p-го субиндекса. 
По аналогии с расчетом весов в первом слое 

происходит расчет весов во втором слое: 

1
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p P

p
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, 

где P – количество субиндексов. 

В табл. 7 представлено распределение метрик 
по группам, их сумма отклонений в группе, веса 
первого и второго слоев.  

Таблица 7 

Расчет весов для набора данных MovieLens 100k 

Метрика Группа 
Сумма откло-

нений в группе 

Вес первого 
слоя 

Вес второго 
слоя 

Память 1 

0,784 

0,280 

0,274 T prep. 1 0,348 

T pred. 1 0,371 

Recall 2 
0,451 

0,512 
0,303 

Precision 2 0,487 

GAUC 3 

1,066 

0,161 

0,286 

MMR 3 0,196 

NDCG 3 0,211 

HitRate 3 0,221 

MAP 3 0,209 

Average 

Popularity 

4 

0,627 

0,291 

0,135 
Gini Index 4 0,324 

Shannon Entropy 4 0,384 



 

 

 

 

 
 

 ●

На рис. 2 схематически представлена модель 
интегрального показателя с весами каждого пара-
метра для набора данных MovieLens 100k.  

На рис. 3 схематически представлена модель 
интегрального показателя с весами для каждого 
параметра из набора данных MovieLens 1m.  

На рис. 4 схематически представлена модель 
интегрального показателя с весами для каждого 
параметра из набора данных Amazon Gift. 

Переход к субиндикаторам подразумевает рас-
чет нормализованных значений. На рис. 2–4 этот 
слой сети не был отображен для простоты воспри-
ятия, но в действительности он есть, как и на 
рис. 1. 

В табл. 8 представлен расчет значений в первом 
слое. Они характеризуют оценку по каждой группе 
критериев (затрачиваемые ресурсы, точность, ка-
чество ранжирования и разнообразие). 

 

 
 

 
 

 
Рис. 2. Веса интегрального показателя для набора данных MovieLens 100k 

 

 
 

 
 

 
Рис. 3. Веса интегрального показателя для набора данных MovieLens 1m 

 

 
 

 
 

 
Рис. 4. Веса интегрального показателя для набора данных Amazon Gift Card 
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Последним шагом является реализация адди-
тивной свертки второго слоя по аналогии с пер-
вым: 

1

P

i ip p
p

b a w


 , 

где P – количество значений в первом слое; i – ал-
горитм, для которого производится расчет.  

В табл. 9 представлено итоговое значение инте-
грального показателя для каждого набора данных, 
а также среднее арифметическое значение оценки 
разных наборов данных. Значения в ячейках ха-
рактеризуют комплексную оценку алгоритма по 
множеству критериев. Алгоритмы в таблице от-
сортированы по убыванию среднего арифметиче-
ского значения оценки. 

Как можно заметить из табл. 9, на примере 
наборов данных MovieLens 100k и 1m одни и те же 
алгоритмы показывают разные оценки в зависимо-

сти от размера набора. Если для первого набора 
данных алгоритм LINE показал высокую оценку, 
то для второго она упала более чем в два раза. Для 
алгоритма SLIM с ростом набора данных оценка 
практически не изменилась. Некоторые алгоритмы 

(DiffRec, CDAE) показали рост оценки. Из этого 
можно сделать вывод, что явная зависимость 
оценки алгоритма от объема набора данных отсут-
ствует, это также подтверждается коэффициентом 
корреляции Пирсона между алгоритмами на набо-
рах данных MovieLens 100k и 1m, значение кото-
рого составляет всего 0,56, что соответствует до-
статочно слабой зависимости. 

Значения оценок алгоритмов на наборах дан-
ных MovieLens и Amazon Gift Card никак не соот-
носятся между собой. Например, алгоритм BPR, 
который показал высокую оценку на наборе дан-
ных MovieLens, показал низкую оценку на Amazon 
Gift Card.  

 
Таблица 8 

Расчет значений в первом слое для набора данных MovieLens 100k  

Алгоритм Группа / Субиндекс 

Resources Accuracy Ranking Diversity 

BPR 0,9372 0,7879 0,8354 0,3512 

LINE 0,8255 0,6691 0,7106 0,3026 

NeuCF 0,4695 0,7755 0,7920 0,3320 

DMF 0,5300 0,7677 0,7600 0,3419 

SpectralCF 0,6931 0,0149 0,1091 0,6544 

LightGCN 0,2956 0,6928 0,7524 0,4181 

MultiVAE 0,4374 0,7448 0,7873 0,3440 

CDAE 0,7814 0 0,0203 0,7361 

RaCT 0,3836 0,8936 0,8826 0,2765 

SLIM 0,8520 0,9920 0,9727 0,3831 

ItemKNN 0,7610 0,8181 0,8120 0,3715 

DiffRec 0,2950 0,9799 0,9798 0,3174 

 

Таблица 9 

Итоговая оценка 

Алгоритм MovieLens 

100k 

MovieLens 

1m 

Amazon Gift 

Card 

Среднее ариф-
метическое зна-
чение оценки 

SLIM 0,8656 0,8390 0,4202 0,7083 

DiffRec 0,7022 0,8649 0,5328 0,7000 

MultiVAE 0,6184 0,5620 0,7356 0,6387 

RaCT 0,6670 0,5058 0,7253 0,6327 

ItemKNN 0,7402 0,4963 0,5591 0,5985 

BPR 0,7834 0,5054 0,4051 0,5646 

DMF 0,6426 0,3799 0,6043 0,5423 

NeuCF 0,6362 0,3123 0,6525 0,5337 

CDAE 0,3199 0,4090 0,6428 0,4572 

LINE 0,6743 0,2874 0,3340 0,4319 

SpectralCF 0,3145 0,2811 0,6506 0,4154 

LightGCN 0,5637 0,2664 0,3265 0,3855 



 

 

 

 

 
 

 ●

При более глубоком анализе таблицы с оцен-
ками алгоритмов можно убедиться, что первона-
чальная гипотеза (о том, что один и тот же алго-
ритм ведет себя по-разному и дает разную резуль-
тативность в зависимости от набора данных) под-
тверждается. 

Однозначно определенной причины такого яв-
ления нет, так как каждая группа алгоритмов рабо-
тает на основе различных принципов. Например, 
алгоритмы, которые работают на основе кластери-
зации, могут неточно предсказывать класс объекта 
при недостаточности данных вследствие нечетких 
границ кластера. В тоже время, если данных до-
статочно, границы кластера полны, и кластериза-
ция выполняется точно. Подобные проблемы мо-
гут быть и в алгоритмах, работающих на других 
принципах.  

Также необходима настройка гиперпараметров, 

алгоритмов в соответствии с контекстом данных, 
учитывающий больше одной характеризующей 
метрики. Как раз для решения этой задачи подхо-
дит единая метрика. 

 

 

Результаты исследования свидетельствуют о 
возможности практического применения предло-
женного подхода для подбора оптимального реко-
мендательного алгоритма, особенно в контексте 
конкретных наборов данных. Важно отметить, что 
дальнейшее усовершенствование метода может 
быть достигнуто путем введения пользовательско-
го ранжирования. Это даст возможность учитывать 
индивидуальные предпочтения пользователей, от-
давая приоритет тем критериям, которые для них 
наиболее важны. Например, пользователь, кото-
рый ценит точность рекомендаций больше, чем 
скорость работы алгоритма, может выставить со-
ответствующие веса, делая подход более гибким и 
персонализированным. 

Также можно отметить потенциал применения 

данного подхода для оптимизации гиперпарамет-
ров алгоритмов. Это позволяет систематически 
оценивать влияние изменения гиперпараметров на 
конкретные метрики и общую оценку алгоритма. 
Систематическое оценивание гиперпараметров с 
помощью данного подхода позволяет создавать 
итеративный процесс улучшения моделей. Разра-
ботчики смогут регулярно анализировать и опти-
мизировать параметры в соответствии с изменяю-
щимися требованиями и данными.  

Оптимизация гиперпараметров позволяет 
улучшить производительность алгоритма и повы-
сить его точность. Она также может помочь в по-

нимании того, какие параметры наиболее важны 
для достижения наилучших результатов. Это важ-
но, поскольку различные задачи могут требовать 
различных настроек параметров для достижения 
оптимальных результатов. 

Важным направлением развития метода может 
быть его применение для формирования ансам-
блей алгоритмов рекомендательных систем. Мак-
симизация оценки позволяет эффективно комби-
нировать различные алгоритмы в ансамбль с уче-
том их вклада в общую рекомендательную систе-
му. Такой подход позволяет создать более надеж-
ную и эффективную систему рекомендаций, кото-
рая учитывает сильные и слабые стороны каждого 
алгоритма. Это позволяет сгладить недостатки от-
дельных алгоритмов и создать более точные и ре-
левантные рекомендации для пользователей. 

В представленных выше подходах рассматри-
вались исключительно офлайн-оценки рекоменда-
тельных алгоритмов, что, однако, может сформи-
ровать неполное представление об их эффективно-
сти. В перспективе может быть разработан инте-
гральный показатель, который обеспечит онлайн-

оценку работы таких алгоритмов. Возможен также 
сценарий объединения онлайн- и офлайн-метрик в 
обобщенную меру. В основе этих параметров мо-
гут лежать такие показатели, как Gross merchan-
dise volume (GMV), Click-through rate (CTR), Con-
version rate (CVR). Эти метрики позволят целостно 
оценить влияние рекомендательных алгоритмов на 
бизнес-показатели, учитывая как офлайн-, так и 
онлайн-аспекты их деятельности. 

Дополнительные направления исследований 
могут включать в себя анализ влияния динамиче-
ских изменений в данных на производительность 
рекомендательных алгоритмов. Они могут вклю-
чать в себя изучение эффективности метода в 
условиях изменяющихся предпочтений пользова-
телей, сезонных колебаний или временны х трен-
дов. Исследование влияния факторов, таких как 
смена трендов в потребительском поведении, мо-
жет быть ключевым шагом к разработке более 
адаптивных и устойчивых рекомендательных си-
стем. 

 

В данной работе была рассмотрена задача фор-
мирования интегрального показателя для оценки 
эффективности рекомендательных систем. Для 
этого были выбраны различные алгоритмы и набо-
ры данных, включая MovieLens и Amazon Gift 
Card. Для каждого алгоритма и набора данных бы-
ли рассчитаны различные метрики, которые пред-



 

 
 

 

 

 

   ●

ставляют собой различные аспекты качества реко-
мендаций, отражают их точность, полноту, разно-
образие и другие характеристики. Интегральный 
показатель был создан путем объединения этих 
метрик с помощью энтропийного метода расчета 
весов. Этот подход позволяет учитывать относи-
тельную важность каждой метрики и обеспечивать 
сбалансированность в интегральной оценке эффек-
тивности рекомендательных систем. 

Применение такого подхода представляется 
новым в области оценки рекомендательных си-
стем. Интегральный показатель, созданный с ис-
пользованием энтропийного метода, представляет 
собой уникальный инструмент для сравнения раз-
личных алгоритмов и наборов данных с точки зре-
ния их общей производительности. Этот подход 
позволяет учитывать разнообразные аспекты каче-
ства рекомендаций и делает его применимым в 
различных сценариях использования рекоменда-
тельных систем. 

Результаты показали, что интегральный показа-
тель может быть полезным инструментом для 
оценки эффективности рекомендательных систем, 
обладающим способностью объединять разнооб-
разные метрики в единую общую оценку, что при-
дает ему превосходство в информативности и 
удобстве использования по сравнению с отдель-
ными критериями. Интегральный показатель 
предоставляет более глубокое и всеобъемлющее 
понимание эффективности рекомендательных си-
стем, что делает его ценным инструментом для 
принятия обоснованных решений в данной обла-
сти. 

Однако стоит отметить, что создание инте-
грального показателя требует проведения большо-
го объема вычислений и анализа данных. Кроме 
того, выбор алгоритмов и наборов данных может 
существенно влиять на результаты оценки. Поэто-
му для получения более точных результатов необ-
ходимо проводить дополнительные исследования 
и эксперименты с различными алгоритмами и 
наборами данных. Эти исследования позволят 
лучше понять влияние различных параметров на 
конечные результаты и оптимизировать процесс 
создания интегрального показателя. Такой подход 
позволит оценить, насколько обобщенная мера 
способна адаптироваться к различным сценариям 
использования, и выявить ее ограничения. 

Дополнительные исследования также могут 
помочь оптимизировать весовые коэффициенты, 
используемые при объединении различных метрик 
в интегральный показатель. Это важно для того, 
чтобы учесть относительную важность каждой 
метрики и обеспечить баланс между различными 
аспектами качества рекомендаций. 

Таким образом, дальнейшие исследования в 
области создания интегральных показателей для 
оценки эффективности рекомендательных систем 
являются необходимыми для повышения их точ-
ности, обобщенности и практической применимо-
сти.  
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Abstract. The problem of forming a composite indicator for evaluating the effectiveness of 

recommender system algorithms is considered. A novel composite indicator is proposed by 

combining individual metrics using the entropy method. The testing base of this study consists 

of 12 algorithms (on the one hand) and 3 datasets (on the other). For each algorithm–dataset 

combination, we calculate partial criteria used in evaluating recommender systems. According 

to the results presented below, the composite indicator is an effective tool for evaluating the 

performance of recommender system algorithms. As is shown, the performance of the algo-

rithms varies depending on the size and other basic characteristics of a particular dataset. This 

indicator can be used to develop more efficient algorithms and their ensembles as well as to 

optimize hyperparameters and improve the quality of recommendations. 
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